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摘 要：：基于冯·诺伊曼架构的卷积神经网络 (CNN)实现方案难以满足高性能与低功耗的要

求，本文设计了一种基于“存算一体”架构的卷积神经网络加速器。利用可变电阻式存储器

(RRAM)阵列实现“存算一体”架构，采用高效的数据输入管道及硬件处理单元进行大批量图像数

据的处理，实现了高性能的数字图像识别。仿真结果表明，该卷积神经网络加速器有着更快的计

算能力，其时钟频率可达 100 MHz；此外，该结构综合得到的面积为 300 742 μm2，为常规设计方

法的 56.6%。本文设计的加速模块在很大程度上提高了 CNN 加速器的速率并降低了能耗，仿真结

果对高性能神经网络加速器设计有指导意义和参考作用。
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AbstractAbstract：： The implementation scheme of Convolutional Neural Network(CNN) based on Von 

Neumann architecture is difficult to meet the requirements of high performance and low power 

consumption. Therefore, a CNN accelerator based on storage-computing integrated architecture is 

designed. By using the circuit structure of Resistive Random Access Memory(RRAM) to realize the 

storage-computing integrated architecture, and using efficient data input pipeline and CNN processing 

unit to process large-scale image data, high-performance digital image recognition is realized. The 

simulation results show that the CNN accelerator has faster computing capability and its clock frequency 

can reach 100 MHz; in addition, the area of the structure is 300 742 μm2, which is 56.6% of that of the 

conventional design method. The acceleration module designed in this paper greatly improves the speed 

and decreases the energy consumption of CNN accelerator. It shows guiding significance for the design of 

high performance neural network accelerator.

KeywordsKeywords：： computing in memory； Convolutional Neural Network(CNN)； accelerator； input 

pipeline；processing unit

“存算一体”最早可追溯至 20 世纪 60 年代，后续的相关研究主要围绕芯片电路设计、系统应用优化等层面

展开 [1]。近年来，随着人工智能的兴起，“存算一体”得到国内外的广泛研究与应用，适用于可穿戴设备、移动

设备、智能家居等应用场景 [2-3]。

经典冯·诺伊曼计算架构下，数据存储与处理操作分离，存储器与处理器之间通过总线进行数据传输 [4-5]。

由于处理器和存储器的内部结构、工艺和封装不同，二者的性能存在很大差别。存储器的访问速度远远跟不上

中央处理器的处理速度，形成存储器和处理器之间的“存储墙”，严重制约了芯片的性能提升。此外，数据在存

储器与处理器之间的频繁迁移带来严重的功耗问题，称为“功耗墙” [6]。由于“存储墙”和“功耗墙”的存在，
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冯·诺依曼架构很难适用于需要大批量数据处理的人工智能应用场景，而“存算一体”架构能够解决这一难题。

“存算一体”架构将数据存储与计算融合在同一芯片中，极大提高了计算速率和能效，特别适用于人工智能

领域。本文采用 RRAM 实现了“存算一体”架构，打破了传统架构中的“存储墙”和“功耗墙”。此外，本文采

用高效的数据输入管道，最大程度上复用输入数据，节省存储资源；同时利用硬件加速单元，使数据处理速度

翻倍，实现了高性能的图像识别。

1　卷积神经网络设计

1.1 卷积神经网络基本原理

卷积神经网络是一种广泛用于图像和语音识别等领域的深度学习模型，通过模拟人类视觉系统的工作方式，

有效提取图像或语音数据中的特征 [7]。卷积神经网络由多个层组成，每个层都有特定的功能和原理 [8]：

1) 卷积层：卷积层利用卷积操作对输入数据进行扫描并生成特征图，这些特征图可以捕捉到不同位置上的

局部特征。

2) 激活层：激活层对卷积层的输出进行非线性变换，引入非线性因素。常见的激活函数包括 ReLU、Sigmoid

和 Tanh 等 [9]。

3) 池化层：池化层用于减小特征图的空间维度，降低计算复杂度，并增强特征的鲁棒性。常见的池化操作

包括最大池化和平均池化。

4) 全连接层：全连接层是将前面各层的输出进行扁平化，通过学习权重和偏差进行分类或预测 [10-11]。

总之，卷积神经网络通过卷积、激活、池化和全连接等层的组合，能够从原始数据中自动学习并提取出抽

象的特征表示。这些特征表示在图像分类、目标检测、语音识别等任务中发挥重要作用 [12-13]。

1.2 卷积神经网络模型选择

本文数据集为 MNIST 手写数字数据集，共有 70 000

张图像，其中训练集 60 000 张，测试集 10 000 张。所有

图像都为 28×28 的灰度图像，每个数据点取值为 0 到 1 范

围内的 8 位浮点数，用 8 位二进制存储。

采用卷积神经网络模型进行手写数字识别，模型参

数如表 1 所示。

表 1 中 network 列表明该 CNN 网络由第一层卷积、第

一 层 池 化 、 第 二 层 卷 积 、 第 二 层 池 化 、 全 连 接 层 组 成 。

本文设计中，卷积层和全连接层由“存算一体”芯片实

现 ， 池 化 层 由 先 入 先 出 队 列 (First In First Out， FIFO) 实

现 。 基 于 RRAM 的 5 层 卷 积 神 经 网 络 硬 件 实 现 如 图 1

所示。

2　“存算一体”架构设计

“存算一体”的核心思想是在存储单元内部进行算法

嵌入，使数据流动的过程成为输入数据和权重在模拟域

做点乘运算的过程，即卷积运算 [14-15]。由于卷积运算是

深度学习算法的核心组成单元，因此“存算一体”非常

适合深度学习 [16]。

如 图 2 所 示 ， 卷 积 神 经 网 络 模 型 的 权 重 可 映 射 为 存

储阵列的电导值，而图像数据则作为电压并行加载进入阵列内部，然后以模拟方式进行输入电压和权重电导的

乘法操作，最后进行电流求和生成输出向量 [17-18]。

根据 RRAM 器件结构，可得到卷积运算结果为：
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Fig.1 Intelligent computing hardware platform of five-layer
 convolution neural network based on RRAM

图 1  基于 RRAM 的五层卷积神经网络智能运算硬件平台

表 1  CNN 结构参数

Table1  Structural parameters of CNN

network

Conv1

pool1

Conv2

pool2

fully connected

input

28×28

3×24×24

3×12×12

2×8×8

2×4×4

kernel_Num

3

-

2

-

-

kernel_size

5×5

2×2

5×5

2×2

-

output

3×24×24

3×12×12

2×8×8

2×4×4

1×10
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权 重 映 射 为 电 导 值 ， 输 入 数 据 则 映 射 为 电 压 ， 数 据 流 动

的过程就是点乘运算的过程。具有以下优势：

1) 减少不必要的数据搬运，可降低功耗；

2) 存储单元直接参与计算，可提高性能；

3) 节约大量 D 触发器占用的芯片面积。

3　性能优化方法

性 能 优 化 围 绕 数 据 复 用 和 流 水 线 设 计 展 开 ， 其 中 ， 对 于

数 据 复 用 ， 本 文 主 要 针 对 图 像 数 据 从 片 外 存 储 器 读 至 片 内

SRAM 这 一 过 程 进 行 优 化 设 计 ； 对 于 流 水 线 设 计 ， 采 用 并 行

转串行模块、忆阻器阵列和移位相加模块构成三级流水线优

化时序。

3.1 高效数据输入管道

高效的数据输入管道对于提高系统性能非常重要。

通 过 参 数 化 设 计 ， 可 根 据 不 同 的 场 景 配 置 像 素 矩 阵 大

小 和 卷 积 核 大 小 ， 使 该 模 块 具 备 通 用 性 ， 可 在 顶 层 改

变参数适应不同的应用场景。

通 过 控 制 静 态 随 机 存 取 存 储 器 (Static Random-

Access Memory，SRAM)数据流，可使该模块在读取数

据的同时进行 SRAM 写操作，将下一行图像数据存储到

SRAM 内部，如图 3 所示。这种方法能够大量复用原始

图像数据，不仅提高了 CNN 网络输入数据速率，还节约了大量的存储资源。

3.2 CNN 硬件处理单元

在卷积层和全连接层中，采用“存算一体”架构与流水线相结合的方式进行乘累加运算。

如图 4 所示，移位寄存器将数据转换为串行的 8 位数据，依次送入 RRAM。在卷积层中，每次滑窗取 5×5 的

像素，RRAM 同时进行 25 行乘法操作，并依次输出 8 个时序的乘累加结果。为获得最终的输出结果，采用移位

加法器对忆阻器芯片的输出数据进行移位相加操作。

为进一步提高计算速率，设计中采用了流水线结构。即在进行乘累加运算的同时，可通过移位加法器进行

移位相加操作。这种流水线结构不仅提高了电路吞吐量，还提高了系统允许的时钟频率。

在池化层采用平均池化的方式。池化层结构见图 5。池化操作需要判断数据的行列位置，如果是偶数行，则

将一行数据缓存到 FIFO 队列中；如果是奇数行，则从 FIFO 中读取缓存的偶数行数据，并在该行的奇数列进行计

算。计算结果是窗口内数据之和经过截位操作，即除以 4，实现平均池化。该模块将缓存和计算分离，可提高系

统的计算效率。

4　CNN 芯片仿真分析

4.1 处理单元准确性分析

对手写数字 1~9 进行图像识别，全连接层输出结果如图 6 所示。以数字“2”为例，根据图 6 可知，数字“2”

Fig.2 Schematic diagram of RRAM
图 2  RRAM 存储阵列示意图

Fig. 3 Schematic diagram of data input pipeline
图 3  数据输入管道示意图

Fig.4  Schematic diagram of three-stage pipeline structure
图 4  三级流水线结构示意图

Fig.5  Structure of pooling module
图 5  池化模块结构
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的 Result2 为最大值，代表经过卷积神经网络计算得到

的识别结果是数字“2”，与输入图像结果一致，说明

CNN 芯片计算功能正确。

4.2 处理单元速率分析

对 比 常 规 的 “ 存 算 一 体 ” 架 构 [19-20]， 本 文 加 入 了

数据复用和流水线设计等相关优化措施。在进行速率

分析和面积分析时，采用相同工艺库及约束条件进行

两种实现方式的逻辑综合。

表 2 为 优 化 前 (time 1) 和 优 化 后 (time 2) 的 时 序 参

数。常规设计中，数据搬运时间较长，且各级计算单

元需等待上一级处理完成之后再进行下一步操作，系

统性能受到限制。在满足时序收敛的前提下(slack 大于

0)，常规设计方法的时钟周期为 20 ns，最高工作频率

为 50 MHz。优化设计后，高效的数据输入管道和流水

线设计显著减少了数据搬运和计算时间，系统时钟频

率提高至 100 MHz。

4.3 处理单元面积分析

电 路 逻 辑 的 改 变 会 导 致 组 合 逻 辑 单 元 和 时 序 逻 辑

单元的数量发生变化。表 3 为优化前 (area 1)和优化后

(area 2)芯片逻辑单元的数量和面积参数。

通过对比可知，优化设计中采用了高效输入管道

减小存储单元的面积，并引入“存算一体”芯片减小

了计算单元的面积。经过设计优化后，逻辑单元的总

面积约为 300 742 μm2，仅为优化前面积的 56.6%。此

外，在相同的芯片制程下，更少的电子元件和电路连

接意味着更少的开关动作和信号传输，从而降低了动

态功耗。同时，“存算一体”芯片本身也具有较低的功

耗，因此优化后一定程度上降低了加速模块功耗。

综上所述，优化后的卷积神经网络加速器在保持功能正常的同时，实现了更高的性能和更小的物理面积。

即优化后的设计能够以更快速率、更低功耗完成目标任务。

5　结论

本文基于 RRAM“存算一体”架构，通过采用高效的数据输入管道及硬件处理单元，实现了高性能的数字图

像识别。根据实验数据，该加速器工作频率成功提升了一倍，且面积缩减为优化前的 56.6%，表明本文设计的基

于“存算一体”架构的卷积神经网络加速器在性能和功耗方面具有显著优势；同时也表明本文的研究成果对于

高性能神经网络加速器的设计具有指导意义和参考价值。
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