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摘  要：随着基于位置的社交网络的普及，地点推荐作为推荐系统的重要分支，在解决信息

过载、提升用户体验、增加平台收益等方面的作用愈加明显。现有的地点推荐算法大多基于矩阵

分解，难以刻画用户和地点之间复杂的交互关系；此外，在基于位置的社交网络中，社交信息是

建立用户画像的重要数据来源，如何融合社交信息辅助地点推荐成为亟待解决的问题。本文研究

了基于深度神经网络的地点推荐解决方案，通过设计基于社交信息的新型采样方式和正则化损失

函数，从两个角度融合社交信息。在两个真实世界数据集上的实验表明，本文提出的方案可以极

大提升地点推荐的精准度。 
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Abstract：With the development of location based social network, location recommendation, a typical 

recommender system, plays a more and more significant role in addressing data overloading, enhancing 

user engagement and improving platforms’ profit. Most existing researches on location recommendation are 

based on matrix factorization, which cannot capture the complicated relation between users and locations. 

In addition, in location based social network, social relation data is important for building user 

demographics, and therefore it becomes a major concern that how to combine social relation data to help 

improving recommendation quality. In this paper, a location recommendation approach based on deep 

learning is studied. By designing two novel designs, a social-aware sampler and a social-enhanced 

regularizer, the social information is integrated. Extensive experiments on two real-world datasets 

demonstrate that the proposed methods can significantly improve the recommendation accuracy compared 

with existing models. 
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推荐系统是帮助用户以个性化方式发现可能感兴趣的内容信息的一种有用的筛选和过滤工具。随着在线信

息的规模、复杂度和动态性的不断增加，推荐系统已经成为解决这种信息过载问题并提供个性化服务的关键性

解决方案。同时，随着互联网和移动应用终端的普及，推荐系统也成为许多在线网站和移动应用促进销售和提

升服务质量的重要方式。地点 (Point-of-Interest，POI)推荐作为推荐系统研究的一个重要分支，在基于位置的社

交网络(Location Based Social Network，LBSN)中发挥着重要作用。当前，基于位置的社交网络在人们的日常生

活中十分流行。国内常见的基于位置的社交网络如微信、大众点评等，国外常见的如 Foursquare，Yelp 等。这

些平台基于用户各自的偏好帮助用户发现其可能感兴趣的地点 (如餐馆、酒店、旅游景点等 )，并且允许用户通

过签到(check-in)来分享自己的位置给朋友，或通过发表评论来分享所去过地点的体验。以 Foursquare 这一流行

的基于位置的社交网络为例，截至 2018 年 4 月，Foursquare 收集了全球超过 120 亿次地点签到记录，且月活用

户数量达到 5 000 万人次 [1]。  
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在这样的实际背景下，通过挖掘用户地点签到记录和社交关系来改善地点推荐质量，从而改善基于位置的

社交网络中的用户体验，不仅能够帮助 LBSN 服务提供商增加用户粘度，促进地点所属商家的发展机会，而且

为数以千万计的用户带来更为便捷舒适的生活体验。因此，研究如何提供更好的地点推荐服务具有十分重要的

研究意义和应用价值。  

1  算法设计  

已 有 的 地 点推 荐 方 法 大致 可 分 为 两类 ： 一 类 是基 于 传 统 的矩 阵 分 解 方法 ， 这 类 方法 假 定 用 户偏 好 是 静 态

的，因此这类方法的局限性在于用户以不同顺序访问同样的地点集合将会获得相似的推荐结果 [2]；另一类方法

是假定用户偏好是动态的，但已有的利用马尔可夫链(Markov Chain)建模用户访问地点的动态关系的方法 [3]只能

对每对相邻反馈项之间的局部时序行为建模。  

针对上述问题，许多研究者尝试基于深度学习方法来建模用户动态偏好，以提高地点推荐质量。其中，循

环神经网络(Recurrent Neural Network，RNN)模型是最常见的用于从序列数据中捕获用户动态偏好的深度学习模

型。如，F. Yu 等 [4]采用 RNN 模型扩展基于矩阵分解的带有隐式反馈的贝叶斯个性化排序(Bayesian Personalized 

Ranking，BPR)算法，该改进算法能够根据用户之前的购物车物品序列，向用户推荐一个购买物品排序列表。

而 J. Manotumruksa 等 [5]针对 LBSN 中的地点推荐问题在文献[6]提出的 NeuMF 模型基础上加入 RNN 模型，提

出了深度递归协同过滤(Deep Recurrent Collaborative Filtering，DRCF)模型，该模型能够同时建模用户的静态和

动态偏好。但该模型并没有考虑用户间的社交关联，而用户间的社交关联是 LBSN 中用于辅助推荐的十分重要

的信息来源 [7]。  

1.1 深度递归协同过滤模型  

DRCF 模型 [5]是在 NeuMF 模型 [6]的基础上针对 LBSN 中的地点推荐问题而设计的方法。DRCF 模型的主要

贡献是在 NeuMF 模型基础上引入 RNN 模型来补充学习用户地点交互的动态时序特征，从而提升在这一特定应

用场景下的推荐效果。DRCF 模型考虑到在地点推荐问题中，用户对地点的偏好不是静态的，而是随时间动态

变化的，如用户可能喜欢在白天去商场，而在夜晚去酒吧。这种时序上可能存在的动态变化规律可以通过 RNN

模型来学习。因此，DRCF 模型中加入 RNN 部分来学习签到(checkin)数据中的用户动态偏好。值得注意的是，

由于地点推荐任务在本质上是给用户生成一个地点推荐列表。因此，与基本的 NeuMF 模型不同，DRCF 模型采

用以排序为目的的 pairwise loss 作为目标函数，即用户去过的地点排名应当高于用户并未去过的地点排名。另

外，DRCF 模型中的 RNN 部分可以采用其他更为复杂的基于 RNN 的模型，如改进的长短期记忆网络 (Long 

Short-Term Memory，LSTM)模型等。DRCF 模型结构如图 1 所示。  
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

DRCF 模型主要由三部分组成，分别为：GRMF(Generalized Recurrent Matrix Factorization)；MLRP(Multi-

Layer Recurrent Perceptron)；RMF(Recurrent Matrix Factorization)。GRMF 用于学习用户地点交互的线性关系，  
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Fig.1 Deep Recurrent Collaborative Filtering(DRCF) model 
图 1 深度递归协同过滤(DRCF)模型 
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其采用的主要方式为逐元素点乘(模型中以  表示)；MLRP 学习用户地点交互的非线性关系；RMF 将用户静态

embedding 向量和用户动态时序特征向量逐元素相加，得到一个表征用户静态 (static)和动态 (dynamic)偏好的向

量，然后再将这个向量与地点 embedding 向量做点积(模型中以 表示)，因此，RMF 学习的是另一种形式的用

户地点交互的线性关系。最后，将模型 3 个主要组成部分的输出向量进行拼接，再经过输出层的非线性映射，

得到用户 u 对地点 i 进行签到(check-in)的预测概率值 ˆuic 。  

1.2 融合社交网络的深度递归协同过滤模型  

DRCF 模 型 考 虑 了 用 户的 动 静 态 偏好 和 地 点 的访 问 时 序

影响，但该模型并未考虑 LBSN 中用户的社交关系属性，而

用户的社交关系是十分重要的可用于辅助推荐的信息来源 [7]。

为方 便理解用户 的社交关系 在地点推荐 中的作用， 给出一个

简化的 LBSN 模型，如图 2 所示。  

从图 2 中可以看出，LBSN 中用户访问过的地点与其具有

社 交关 联的朋 友所 访问过 的地 点有一 定重 合。如 ，用 户 iu 和

其朋友 3f 都访问过 2l 这一地点。这种重合性体现了用户和其

朋友 在偏好上的 相似以及用 户和其朋友 之间可能存 在的社交

影响。这种相似性和社交影响可用来辅助推荐，并能有效解决冷启动用户问题。  

1.2.1 基于社交负采样改进的 DRCF 模型  

基于社交负采样方案是从带有隐式反馈的地点推荐问题中的负样本采样角度来考虑用户的社交关系属性。

在带有隐式反馈的推荐系统中，由于真实负样本的缺乏，如何对负样本进行采样是一个需要考虑的问题。传统

的负样本采样方式是从用户没有访问过的地点中随机选择一些地点作为负样本用来训练 [6,8]。但针对 LBSN，这

种负样本采样方式过于简单，随机采出的负样本与真实意义上的负样本可能存在很大差异。考虑到 LBSN 中社

交关联用户的偏好相似性及用户间的社交影响，本文提出基于社交关系的负采样方案，即社交负采样方案。该

方案假设用户和其具有社交关联的用户都没有访问过的地点更可能成为一个真实意义上的负样本。  

为方便表述，将用户 iu 和其具有社交关联的用户 1 2{ , , , }kz z z 都没有访问过的地点集合记作 SR ，将仅用户自

己没有访问过的地点集合记作 uR 。在社交负采样过程中，为了增加方案的灵活性，引入 friend_prob 这一具有

概 率 意 义 的 参 数 。 对 训 练 过 程 中 的 每 一 次 负 样 本 采 样 ， 都 随 机 生 成 一 个 在 [0,1] 之 间 的 值 ， 如 果 该 值 小 于

friend_prob，则从地点集合 SR 中进行负样本采样，也即得到的负样本被认为更接近真实意义上的负样本；如果

该值大于 friend_prob，则从地点集合 uR 中进行负样本采样。通过调节 friend_prob 这一参数，选择对用户进行

普通负采样和社交负采样的最优比例。特别地，如果将 friend_prob 设置为 1，则对每一个用户而言，都将为其

进行社交负采样，即都将在地点集合 SR 中进行负样本采样。  

1.2.2 基于社交正则项改进的 DRCF 模型  

从设计模型的目标函数角度来考虑用户的社交关系属性，提出一种将社交正则项引入到 DRCF 模型的改进

方案，即社交正则项方案。该方案在 DRCF 模型的目标函数中增加社交正则项进行联合优化，其数学表述为：  
ˆ ˆ( ) 2( ) (log(1 e )) ( , ) || ||ui ukc c

FJ Social S                                    (1) 

式中：  表示从社交信息中学习到的模型参数； S 表示用户间的社交关系； ( , )Social S  为社交正则项。  

值得注意的是，增加的社交正则项 ( , )Social S  ，从原则上来讲可以采用基于不同假设的不同社交正则方

法。本文采用另外一种典型的社交正则方法 SocialMF[9]，该方法更能够体现社交网络中朋友关系的信任强度和

传递性 [10]。  

SocialMF 方法的基本假设是认为用户的偏好应当和其具有社交关联的朋友们的平均偏好相似，即认为用户

自身的偏好隐向量应当和其朋友们的加权偏好隐向量在隐空间中的距离尽可能接近。SocialMF 方法的社交正则

项定义为：  

'

2
' '( , ) || ||

uu
u uu uu U s S

Social S s
 

   p p                              (2) 

式中： up 为用户 u 的偏好隐向量； 'up 为用户 u 的其中一个社交关联朋友的偏好隐向量， 'uus 为用户 u 与用户 'u  

之间的信任强度且取值在[0,1]之间。一个用户 u 有多个朋友的情况下，SocialMF 方法将每个朋友各自的偏好隐

向量以相同的权重 'uus 进行求和，这里需要将 'uus 归一化，即使得 '
1

1
N
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u

s


 。在本文提出的社交正则项方案下，  

Fig.2 Location Based Social Network 
图 2 基于位置的社交网络 
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引入 SocialMF 方法的 DRCF-SoReg 模型的完整目标函数表达式为：  

'

ˆ ˆ( ) 2 2
' ' 2( ) (log(1 e )) || || || ||ui uk

uu

c c
u uu u Fu U s S

J s 
 

        p p                      (3) 

式中  为控制社交正则项在整个目标函数中所占权重的超参数。由于 SocialMF 方法在本质上认为用户的每一个

朋友对其影响都是相同的(归一化后每个朋友的偏好隐向量被分配了相同的权重值 'uus )，且拥有朋友数越多的用

户，其每个朋友所分配的信任强度 'uus 越低，因此，SocialMF 方法可能存在的局限性是不能很好地区分用户朋

友中的强关联 (strong tie)朋友和弱关联 (weak tie)朋友，即用户朋友中有些朋友对该用户所起影响较大或共同偏

好较多，有些用户所起影响较小或共同偏好较少。  

2  实验验证  

2.1 实验设置  

2.1.1 实验环境  

进 行 实 验 所 使 用 的 深 度 学 习 平 台 ， 其 操 作 系 统 为 Ubuntu 16.04.3， 其 上 安 装 有 Anaconda 2 Linux 4.3.1 

Python 2.7。实验中使用的深度学习框架为 TensorFlow[11]，版本 1.3.0。此外，为支持高效运算，深度学习平台

配置了 2 个 NVIDIA TitanX GPU 和 2 个 NVIDIA TitanXp GPU，内存大小均为 16 G。同时，还安装有支持并行

计算的 cuda-8.0 和基于深度学习的加速库 cudnn-v5.1。  

2.1.2 实验数据  

Brightkite 数 据 集 [12] 是 斯 坦 福 大 学 (Standford Network Analysis Project ， SNAP) 研 究 组 公 开 的 数 据 集 。

Brightkite 曾是一家 LBSN 服务提供商，用户可以通过签到来分享他们的位置，并拥有各自的朋友圈。Brightkite

数据集包含从 2008 年 4 月至 2010 年 10 月期间的用户日志，该数据集由两部分组成：用户进行签到操作的时间

及位置数据；用户的朋友关系数据。其中，为简化社交网络分析，SNAP 研究组将 Brightkite 原始数据中有向

(directed)的朋友关系处理为无向 (undirected)的朋友关系，即 Brightkite 数据集中用户间的朋友关系是双方共有

的。Yelp 数据集 [13]是由 Yelp 这一当前流行的 LBSN 服务提供商在其主办的数据挑战赛上公开的数据集。Yelp

数据集包含从 2009 年 4 月至 2017 年 12 月期间的用户

日志，该数据集包含用户画像、商家属性、用户对商

家 的 评 论 和 用 户 的 朋 友 关 系 等 丰 富 的 数 据 信 息 。 其

中，朋友关系数据中用户间的朋友关系是无向的。  

经过预处理后的 Brightkite 数据集和 Yelp 数据集

的基本统计信息如表 1 所示。  

2.1.3 评价方法与评价指标  

为了评价模型的推荐性能，采用留一验证法(leave-one-out)作为模型的评价方法，该方法在带有隐式反馈的

推荐系统研究中被广泛采用 [14,6,8]。留一验证法是将每个用户最近发生的一条交互记录留出并作为测试集，其余

记录均作为训练集。考虑到时间成本，在实际测试时，对每个用户，采样 100 个该用户未曾访问过的地点作为

负样本，然后通过模型预测该用户真实访问过的地点在这 100 个负样本中的排序。对于排序结果的评价，采用

2 种常用的评价指标，分别为：  

1) HR@K：Hit Ratio(HR)评价的是用户地点交互值为 1 的测试地点集合中，即 Ground-Truth(GT)集合中，

有多少地点出现在了最终推荐给用户的 top-K 推荐地点列表中。HR 的计算公式为：  

@
@

| |

NumberOfHits K
HR K

GT
                                  (4) 

2) NDCG@K：Normalized Discounted Cumulative Gain(NDCG)进一步考虑测试地点在最终地点推荐列表中

的排序位置。如果排序靠前，证明推荐效果更好，则 NDCG 值更高；否则，NDCG 值较低。由于考虑的是带有

隐式反馈的推荐问题，NDCG 的计算公式可以简化为：  

1 2

1
@

log ( 1)

K

i

NDCG K
i


                                    (5) 

2.1.4 实验参数设置  

为对比本文提出的 2 种 DRCF-Social 模型的推荐性能，采用基准模型(baseline)包括第 NeuMF 模型和 DRCF

模型。由于 NeuMF 模型已经被实验证明其性能显著好于其他传统的基于矩阵分解的模型，如 BPR[8],eALS[14]，  
 

表 1 两个数据集的统计信息 
Table1 Statistics of two datasets 

dataset Brightkite Yelp 
number of users 7 703 13 420 

number of users with social relation 7 037 7 352 

number of locations 9 084 9 997 

number of check-in records 464 405 201 349 

sparsity of interaction matrix 0.66 0.15 
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因此本文不再将其他基于矩阵分解的模型作为 baseline 加以考虑。本文所有模型的实现均基于 TensorFlow 这一

开源的深度学习框架。按照 DRCF 模型中提出的参数设置方法，将 DRCF-Social 模型(即 DRCF-SoSam 模型和

DRCF-SoReg 模型)中 embedding 层的用户隐向量和地点隐向量的维度，以及 RNN 层的用户动态偏好隐向量的

维度均设为相同的值，即 K=10。由于 DRCF-Social 模型与 NeuMF 模型都采用多层感知机部分，为保证公平的

模型性能对比，将 2 个模型该部分的隐藏层(hidden layer)的层数均设置为 L=3。用均值为 0，标准差为 0.01 的

高斯分布随机初始化所有的 embedding 向量、RNN 层输出向量以及多层感知机部分各隐藏层的权重矩阵和偏

置。在模型训练时，采用 Mini-Batch Adam[15]优化上述模型参数，该优化方法被证明能够比普通的随机梯度下

降 (Stochastic Gradient Descent， SGD)方 法 更 快 地 收 敛 ， 并 且 能 够 在 每 一 次 迭 代 时 自 动 调 整 学 习 速 率 ， 并 在

[0.000 1,0.001,0.01]范围内搜索初始学习率。对于社交负采样模型，以 0.1 的步长在[0,1]范围内对采样系数进行

栅格搜索；对于社交正则项模型，在 [0.000 1,0.001,0.01,0.1]范围内搜索正则项系数。对于比较的基线方法，同

样进行超参数调优得到最优性能。  

2.2 实验结果与分析  

2.2.1 基于社交负采样方案的 DRCF-Social 模型  

将基于社交负采样方案的 DRCF-Social 模型简记为 DRCF-SoSam，以方便在实验结果图中进行标示。根据

HR@10 和 NDCG@10 两个模型性能评价指标，分别在 Brightkite 数据集和 Yelp 数据集上对 NeuMF,DRCF 和

DRCF-SoSam 模 型 进 行 实 验 。 为 对 比 上 述 3 个 模 型 的 性 能 ， 记 录 每 个 模 型 在 50 次 迭 代 过 程 中 的 训 练 误 差

(Training Loss)、HR@10 和 NDCG@10。同时，为分析 DRCF-SoSam 模型中 friend_prob 社交参数的影响，选取

不同的 friend_prob 参数值进行实验。  

对于 Brightkite 数据集，分析图 3 中实验结果，可以得出：HR@10 评价指标中，DRCF-SoSam 模型的最优

性能相较于 DRCF 模型和 NeuMF 模型分别提升约 1.9%和 12.7%；NDCG@10 评价指标中，DRCF-SoSam 模型

的最优性能相较于 DRCF 模型和 NeuMF 模型分别提升约 2.8%和 38.2%。这表明，针对 Brightkite 数据集，基于

社交负采样方案的 DRCF-SoSam 模型可以有效地改善地点推荐效果。  

对于 Yelp 数据集，分析图 4 中实验结果，可以得出：DRCF-SoSam 模型在 HR@10 评价指标中最优性能比

DRCF 模型和 NeuMF 模型分别提升约 5.0%和 7.0%；在 NDCG@10 评价指标中，DRCF-SoSam 模型的最优性能

比 DRCF 模型和 NeuMF 模型分别提升约 8.8%和 19.3%。这表明，针对 Yelp 数据集，DRCF-SoSam 模型同样能

够显著改善 LBSN 中的地点推荐效果。  

综合上述２个数据集的实验结果，可以得出如下结论：采用社交负采样方案的 DRCF-SoSam 模型，通过选

取合适的社交参数即 friend_prob 值，可以有效提升 DRCF 和 NeuMF 模型的推荐性能。  
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

2.2.2 基于社交正则项方案的 DRCF-Social 模型  

同样，将基于社交正则项方案的 DRCF-Social 模型简记为 DRCF-SoReg，以方便在实验结果图中进行标

示。分别在 Brightkite 数据集和 Yelp 数据集上对 DRCF-SoReg 模型进行实验，并将其性能与 NeuMF 模型和

DRCF 模型进行对比。  

Brightkite 数据集实验结果如图 5 所示，可以看出，在 Brightkite 数据集上，采用社交正则项方案的 DRCF-

SoReg 模型的推荐性能明显好于 DRCF 模型和 NeuMF 模型，对于 HR@10 和 NDCG@10 两个评价指标的相对提

升分别为 5.8%和 4.5%。这种推荐性能上的提升反映了用户和其朋友间的地点访问偏好存在一定的相似性，因

此，采用社交正则项来约束用户偏好隐向量和其朋友偏好隐向量间距离能够发挥其作用，从而进一步改善 BSN

中的地点推荐质量。  
 

Fig.4 Performance on Yelp dataset 
图 4 Yelp 数据集性能 
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Fig.3 Performance on Brightkite dataset 
图 3 Brightkite 数据集性能 
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从图 6 可以看出，在 Yelp 数据集上，选取合适的社交正则项

系 数  ， DRCF-SoReg 模 型 性 能 可 以 显 著 优 于 DRCF 模 型 和

NeuMF 模型。此外，对 Yelp 数据集，当  取值为 0.000 1 时，

DRCF-SoReg 模型在２个性能指标 HR@10 和 NDCG@10 上均达到

最优，对于 HR@10 和 NDCG@10 两个评价指标的相对提升分别为

5.1%和 3.7%；当  取值为 0.001 时，DRCF-SoReg 模型的性能次

之；当  取值为 0.01 时，DRCF-SoReg 模型的 HR@10 性能接近于

 取值为 0.001 时的性能，但其 NDCG@10 性能则差于 DRCF 模型。 

综合上述２个数据集的实验结果，可以得出如下结论：  

1) 采用社交正则项方案的 DRCF-SoReg 模型，选取合适的社

交正则项权重  ，能够显著提升模型的推荐性能。对于 Brightkite

数据集，HR@10 和 NDCG@10 两个评价指标的相对提升分别为

5.8%和 4.5%；对于 Yelp 数据集，HR@10 和 NDCG@10 两个评价

指标的相对提升分别为 5.1%和 3.7%。  

2) 不 同 的 数 据 集 ， 最 优 的  参 数 取 值 不 同 。 对 于 Brightkite

数据集，当  取值为 0.001 时，DRCF-SoReg 模型性能最优；对于

Yelp 数据集，当  取值为 0.000 1 时，DRCF-SoReg 模型性能最优。 

3  结论  

本文研究了如何利用用户的社交关联来提高 LBSN 中的地点

推荐质量。通过在 DRCF 模型基础上引入用户社交属性信息，提

出了基于社交负采样的 DRCF-SoSam 模型、基于社交正则项的 DRCF-SoReg 模型，对提出的２个模型在２个公

开的真实 LBSN 数据集 Brightkite 和 Yelp 上进行充分实验。实验结果表明，本文提出的 DRCF-SoSam 模型和

DRCF-SoReg 模型均能够一致且显著地提升地点推荐效果。  
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